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Cuvinte cheie 

Analize big data, capabilitate de analiză big data, performanță organizațională, meta-analiza, 

management strategic, avantaj competitiv, teorie bazată pe resurse, analiză de afaceri, valoare. 

 

Partea I. Revizuirea sistematică a literaturii 

Subiectul cercetării noastre îl reprezintă analizele big data privind din punctul de vedere al 

managementului. Am demarat acest studiu din dorința de a crea o hartă a stadiului actual al 

cunoștințelor în domeniu, Ne propunem, de asemenea, să creionăm acele teritorii neexplorate pe 

baza descoperirilor noastre.  Primul nostru obiectiv este să realizăm o prezentare sistematică a 

tuturor noțiunilor de analiză big data. Credem că acest lucru poate avea atât implicații de cercetare, 

cât și implicații manageriale, deoarece poate fi o introducere cuprinzătoare în acest domeniu. Un 

cercetător ar putea găsi definiții, caracteristici, clasificări, precum și exemple de bune practici. Un 

manager responsabil cu implementarea analizelor big data va fi interesat să înțeleagă procesele, 

strategiile și capabilitățile specifice, care trebuie dezvoltate pentru ca această tranziție să se 

desfășoare fără probleme și să conducă la îmbunătățirea performanței. În a doua parte, ne 

propunem să avansăm conversația și să răspundem la câteva întrebări. Întrebarea fundamentală 

este următoarea: au analizele big data un impact asupra performanței organizaționale? Dacă da, 

care tip de analiză big data este cea mai eficientă? Dezvoltând în continuare: asupra cărui tip de 

performanță produc cel mai mare impact? Și acestea sunt doar câteva dintre întrebările pe care le 

vizăm.  

Delimitarea temei și motivația cercetării 

Analizele big data se bucură de o popularitate considerabilă și această tendință pare să fie în 

creștere. Este, fără îndoială, o schimbare tehnologică susținută de îmbunătățirile hardware și 

software. De asemenea, susținem că este o schimbare managerială,  deoarece are un impact asupra 

modului în care managerii decid. Reușita unei astfel de inițiative implică o schimbare în cultura 

organizațională, deoarece implementarea necesită angajamentul conducerii, atragerea capitalului 

uman adecvat și, nu în ultimul rând, unele preocupări de securitate și confidențialitate. Datorită 

acestor provocări un astfel de domeniu reprezintă interes și din perspectiva managementului. 
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Cu toate acestea, nu există un răspuns definitiv la întrebarea despre efectul pe care îl au analizele 

big data asupra performanței organizaționale. Pentru cei mai noi în acest domeniu, rezultatele celor 

mai populare studii ar putea părea contradictorii. Neîncrederea este cu atât mai mare pe măsură ce 

descoperim că există motive pentru care anumiți actori chiar ar dori să supraaprecieze aceste 

rezultate. Sunt supuse unui astfel de risc doua categorii însemnate. Pe de o parte avem 

profesioniștii: furnizori de soluții de analize big data care sunt interesați să-și vândă produsele, 

oamenii din conducerea organizațiilor, care doresc să apară ca având un comportament mai 

inovativ decât concurența. Pe de altă parte, pentru oamenii din mediul academic. Presiunea de a 

demonstra că sunt la curent cu cele mai recente provocări manageriale ale epocii actuale este 

ridicată. O motivație în plus pentru a încuraja forțarea rezultatelor pozitive semnificative este cea 

legată de fenomenul de publicare părtinitoare (publication bias). Este demonstrat faptul că studiile 

care obțin rezultate puternice pozitive au o șansă mai mare de a fi publicate. Aceste exemple 

specifice celor două medii ne evidențiază faptul că există elemente care încurajează exagerarea 

efectului pozitiv produs de analizele big data.  

Cercetarea noastră are ca obiectiv principal măsurarea impactului produs de analizele big data 

asupra performanței organizaționale. În cazul în care rezultatele sunt pozitive vom aprofunda acest 

subiect având în vedere tipurile specifice de analize big data, precum si diferitele tipuri de măsurare 

ale performanței. Adițional, dorim să adăugăm și o serie de variabile moderatoare precum: 

sectorul, dimensiunea organizației, țara și anul publicării studiului.  

Stadiul actual al cunoștințelor în domeniu 

După cum am menționat inițial, suntem interesați să studiem acest subiect privind din punctul de 

vedere al managementului. Deci, motivația noastră este să înțelegem implicațiile pentru organizații 

și în special pentru manageri. 

Inițial ne-am pus în situația unui manager care ar dori sa își îmbunătățească înțelegerea despre 

acest domeniu. Analizele big data sunt o formă evoluată a analizelor activității economice. În 

cadrul literaturii de specialitate am găsit contribuții, atât din partea celor care profesează în acest 

domeniu, precum și din partea mediului academic. Institute precum TechAmerica Foundation 

(2012), UpX Academy (2016), sau Gartner (n.d.) sunt pionierii primelor definiții acceptate despre 

big data. Din mediul academic, considerăm ca fiind fundamentală lucrarea lui Davenport și Harris 

(2007) care au elaborat o serie de tactici pentru a concura în domeniul big data. Evans (2017) a 
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clasificat analizele activității economice în funcție de întrebările la care acestea răspund: 

descriptive, predictive și prescriptive. Ceea ce separă analizele big data de cele clasice poate fi 

explicat prin caracteristicile sale. Trei dintre cele mai cunoscute sunt: volumul, viteza și varietatea 

(Laney, 2001; Zikopoulos et al., 2012; Chen și Zhang, 2014). Alți cercetători precum Van 

Rijmenam (2013), Seddon și Currie (2017) și Mikalef et al. (2017) au adăugat o serie de 

caracteristici: veridicitatea, valoarea, variabilitatea și vizualizarea.  

În cadrul literaturii de specialitate am identificat utilizări ale analizelor big data în 19 sectoare de 

activitate și, de asemenea, la toate nivelurile organizaționale: strategic, de funcțiune și operațional. 

Cu toate acestea, am avut dificultăți în a identifica studii care iau în considerare acest subiect în 

mai multe sectoare sau niveluri organizaționale simultan. Am dorit să găsim studii care să trateze 

acest efect în mod comparat între sectoare. Au fost situații în care eșantioanele studiilor au fost 

colectate din mai multe industrii. Cu toate acestea, în aceste cazuri, industria nu a jucat rolul 

central. Mai degrabă a fost doar un element demografic în cadrul studiului. Sperăm că abordarea 

noastră cuprinzătoare va umple acest gol. 

 Când vine vorba de a privi lucrurile din perspectiva managementului, am descoperit analizele big 

data studiate în baza mai multor teorii, cum ar fi teoria bazată pe resurse (Gupta și George, 2016; 

Akter et al., 2016), teoria capacității dinamice (Singh și Singh, 2019; Mikalef et al., 2020), teoria 

bazată pe cunoștințe (Côrte-Real et al., 2017; Ghasemaghaei, 2019), teoria procesării informației 

(Roßmann et al., 2018; Zhu et al., 2018), teoria contingenței (Cao și Duan, 2017), teoria capacității 

de absorbție (Wang și Byrd, 2017), teoria învățării organizaționale (Ghasemaghaei și Calic, 2019). 

Ceea ce au în comun acești cercetători este înțelegerea faptului că elementul cel mai dificil nu este 

achiziționarea tehnologiei potrivite, ci mai degrabă a cultiva cultura organizațională potrivită și a 

dezvolta capabilități de analiză big data. Acesta este motivul pentru care unii autori consideră 

analiza big data o „revoluție a managementului” (McAfee și Brynjolfsson, 2012). 

Plecând de la rezultatele cercetărilor anterioare, o întrebare centrală din studiul nostru este 

următoarea: pot organizațiile să obțină un efect pozitiv suplimentar în materie de performanță prin 

dezvoltarea unei capabilități de analiza big data (BDAC)? În contrapartidă, evaluăm efectul în 

organizațiile care adoptă doar utilizări simple ale analizelor big data (BDA). Din experiența 

noastră, cercetătorii studiază unul dintre cele doua tipuri de analize big data la un moment dat și 

nu le tratează comparativ. 
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Obiectivul nostru este să studiem relația dintre analizele big data și performanță. Pentru a doua 

parte a relației, performanța, am identificat în literatura disponibilă, forme precum performanța 

financiară, avantajul competitiv, performanța operațională, satisfacția/ retenția clienților, agilitatea 

organizațională, performanța de piață, eficacitatea luării deciziilor, inovația, performanța lanțului 

de aprovizionare, dezvoltarea/ satisfacția/ motivarea angajaților, performanța socială/ de mediu. 

Când testează relația, cercetătorii tind să se concentreze, doar pe unul sau două tipuri de 

performanță. Cele mai des întâlnite tipuri de performanță sunt: avantajul competitiv, performanța 

financiară și performanța lanțului de aprovizionare. Testându-le simultan și comparativ sperăm să 

identificăm dacă impactul diferă în funcție de tipul de performanță.  

Definirea obiectivelor cercetării 

După cum am explicat deja, analizele big data sunt o schimbare tehnologică importantă și par să 

aibă un impact asupra managementului în sine. Întrucât această schimbare promite o suită de 

oportunități. Dar, aduce și o serie de amenințări, mai ales din cauza incertitudinilor generate de o 

tehnologie nouă. 

Ne putem imagina că o întrebare foarte probabilă din partea unui CEO ar fi: merită efortul? Din 

acest motiv, obiectivul nostru principal este să testăm dacă există o legătură între utilizarea 

analizelor big data și îmbunătățirea performanței. 

Obiectivul general al acestei cercetări este de a testa relația dintre analizele big data (de orice 

formă) și performanță (de orice tip). Din acest obiectiv global vom deriva câteva întrebări 

specifice. Cel mai simplu spus, vrem să vedem dacă analizele big data generează rezultate pozitive. 

Principala metodologie pe care o folosim este meta-analiza. În acest sens, vom include rezultatele 

tuturor studiilor empirice disponibile. Pentru unii, această abordare va părea prea generală. Pentru 

această obiecție, trebuie să îl cităm pe unul dintre pionierii studiului de tip meta-analiză. Glass 

(1978) a anticipat această controversă subliniind analogia comparării merelor și portocalelor. 

Acest lucru este acceptabil dacă obiectivul este de a investiga fructele în general. Mai târziu, 

Rosenthal (1991) a întărit această idee într-un mod metaforic similar. Combinarea merelor și 

portocalelor este un lucru de dorit, dacă obiectivul nostru este o salată de fructe. În acest sens, 

considerăm că meta-analiza este o metodologie de studiu adecvată pentru întrebarea și obiectivul 

nostru de cercetare. În primul rând, deoarece întrebarea noastră este foarte cuprinzătoare. Acest 

lucru ne va permite să testăm ipotezele în raport cu cât mai multe studii. În al doilea rând, această 
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diversitate ne va permite să generalizăm rezultatele. Borenstein et al. (2009) consideră că 

obiectivul unui studiu de meta-analiză este rareori de a combina rezultatele unor studii identice. 

Mai degrabă de a extinde întrebarea pe baza acestor studii și de a identifica unele modele 

suplimentare. Conform cunoștințelor noastre, nu a fost derulat nici un studiu care să includă în 

același model toate tipurile de analize big data, o diversificare așa de mare a tipurilor de 

performanță, variabile moderatoare (țară, sector, dimensiunea firmei) și un orizont de timp așa de 

îndelungat (ianuarie 2010- iulie 2020). Acest fapt este totuși de înțeles, deoarece este aproape 

imposibil pentru un studiu individual să colecteze atât de multe date. Și din acest motiv considerăm 

că opțiunea cea mai viabilă pentru acest obiectiv este un studiu de tip meta-analiză.  

Obiective teoretice 

• Identificarea criteriilor necesare a fi îndeplinite astfel încât analizele activității economice 

să fie catalogate ca analize de tip big data. 

• Prezentarea unor exemple de analize big data specifice pentru fiecare sector economic. 

• Prezentarea unor exemple de analize big data specifice pentru fiecare nivel organizațional. 

• Evaluarea impactului potențial al analizelor big data asupra strategiei organizaționale. 

• Identificarea resurselor și competențelor necesare pentru a dezvolta o capabilitate de 

analiză big data. 

• Clasificarea practicilor de analize big data extrase din cadrul studiilor incluse in meta-

analiza. 

• Prezentarea metodelor utilizate în literatura de specialitate pentru măsurarea performanței 

organizaționale.  

Obiective empirice 

• Derularea unei analize sistematice a literaturii cu toți indicatorii specifici. 

• Testarea impactului analizelor big data asupra performanței organizaționale utilizând 

metodologia de meta-analiză. 

• Efectuarea unor analize de subgrup pentru a izola efectul pe baza circumstanțelor specifice 

și pentru a evalua diferențele dintre multiplele tipuri de analize big data și metode de 

măsurare a performanței. 
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• Efectuarea unor meta-regresii pe baza criteriilor de clasificare disponibile: tipul de analiză 

big data, metoda de măsurare a performanței, dimensiunea firmei, sector, țară, anul de 

studiu. 

• Implementarea unor teste calitative pentru mărimea efectelor incluse în meta-analiză având 

în vedere: identificare valorile extreme, evaluarea heterogeneității dintre studii și evaluarea 

impactul potențial determinat de publication bias. 

• Elaborarea unor recomandări, atât pentru cercetători, cât și pentru manageri, pe baza 

rezultatelor obținute. 

După cum am menționat în obiectivele enumerate mai sus,  ne dorim ca studiul nostru să devină  

un material informativ pentru oricine este nou în domeniul analizelor big data, deoarece poate servi 

ca o hartă. Sperăm să îndeplinim acest obiectiv prin revizuirea sistematică a literaturii de 

specialitate. În al doilea rând, pe baza rezultatelor empirice ale meta-analizei, ne propunem să 

aducem un răspuns final satisfăcător la dezbaterea privind impactul analizelor big data asupra 

performanței organizaționale. Revizuirea sistematică a literaturii, împreună cu o meta-analiză are 

avantajul obiectivității. Totodată asigură o precizie mai mare a rezultatelor și capacitatea de 

generalizare (Everitt și Hothorn, 2010). Din acest motiv, sperăm că rezultatele studiului nostru vor 

servi drept fundament pentru experții din domeniu atunci când elaborează noi teme de cercetare. 

Cu toate acestea, sperăm că analizele de tip subgrup și rezultatele meta-regresiilor vor putea să 

evidențieze cea mai bună abordare și condițiile necesare pentru implementarea unor analize big 

data, astfel încât rezultatele pozitive să fie maximizate. 

 Revizuirea sistematică a literaturii de specialitate 

Motivul pentru care am demarat întregul nostru studiu, și implicit și revizuirea sistematică a 

literaturii de specialitate este de a aduce mai multă claritate cu privire la stadiul literaturii la acest 

moment. Domeniul analizelor big data a câștigat o popularitate remarcabilă în ultimii ani, atât în 

rândul profesioniștilor cât și în rândul cercetătorilor. Dar contextul arată că ambii au motivații 

specifice de a se prezenta ca pionieri în acest domeniu de expertiză. Pe de o parte, managerii și 

specialiștii din acest domeniu doresc să apară ca inovatori și cu un pas în fața concurenței. În mod 

similar, în rândul cercetătorilor există temerea că nu ar ține pasul cu activitatea profesioniștilor. 

Observăm că putem identifica motive care cresc riscul unei atitudini părtinitoare cu privire la 
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efectul analizelor big data. Mai simplu spus, ceva ar putea fi prezentat ca extraordinar și 

revoluționar, când în realitate ar putea fi doar o inovație incrementală. 

Din această cauză, credem că o simplă revizuire a literaturii de specialitate nu este suficientă 

deoarece ar putea să ne facă să perpetuăm aceleași părtiniri. O explicație pentru aceasta este că 

cele mai populare studii sunt deja cele care au găsit dovezi ale efectului pozitiv produs de analizele 

big data, pe când cele care au rezultate mai „descurajatoare” nu se bucură de aceeași popularitate. 

Pentru a depăși astfel de riscuri, credem că o revizuire sistematică a literaturii este mai potrivită. 

Iar următorul pas necesar este un studiu de tip meta-analiză. Suntem de părere că aceste două 

abordări se completează, iar rezultatele celei dintâi vor servi drept fundament pentru a doua.  

Studiul nostru de caz este împărțit în două etape: în primul rând, un preambul în care am făcut o 

revizuire sistematică a literaturii și, în al doilea rând, studiul de tip meta-analiza. Scopul primei 

părți este de a deprinde o mai bună înțelegere a stadiului actual al literaturii. 

În paragrafele următoare, vom defini ipotezele studiului nostru, vom explica criteriile pe baza 

cărora am selectat studiile și principalele metode statistice pe care le-am aplicat. 

O primă definiție pentru revizuirea sistematică a literaturii o găsim la Higgins et al. (2019) care 

susțin că este o colecție a tuturor studiilor empirice disponibile care îndeplinesc criteriile de 

includere cu scopul de a răspunde unei întrebări de cercetare propuse. 

În mod similar, conform lui Bettany-Saltikov (2016), o revizuire sistematică a literaturii este un 

tip de revizuire a literaturii care se concentrează pe o singură întrebare de cercetare, este condusă 

pentru a evalua și a sintetiza toate studiile disponibile care au dovezi empirice asupra acelei 

întrebări de cercetare și urmărește să genereze concluzii pe baza acestor constatări. Desigur, 

metodologia de căutare și includere trebuie să fie clară și stabilită în prealabil. Există un rezumat 

standardizat pe care l-am inclus, de asemenea, în studiul nostru sub forma unui tabel. 

Ca primă parte a unei analize sistematice a literaturii, am început cu formularea întrebării de 

cercetare. Evaluăm din punct de vedere al managementului un fenomen care pare să aibă o 

influență importantă în cadrul organizațiilor: analizele big data. În conformitate, ne propunem să 

identificăm impactul analizelor big data asupra performanței organizației. Deci, principala 

întrebare de cercetare este: 

• Care este impactul big data asupra performanței organizației? 

Din această întrebare derivăm întrebări de nivel doi precum: 

• Ce tipuri de analize big data există? 
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• Care sunt metodele de evaluare a performanței? 

• În cadrul căror teorii sunt studiate aceste elemente? 

• Care sunt principalele metodologii utilizate în cadrul studiilor incluse? 

• Care sunt principalele constatări și concluzii ale studiilor? 

• Care sunt implicațiile pentru manageri? 

• Care sunt implicațiile pentru cercetare? 

În conformitate cu descoperirile preliminare din literatura de specialitate, am stabilit o serie de 

ipoteze pe care le vom testa empiric în baza meta-analizei: 

H1: Analizele big data influențează pozitiv performanța organizațională. 

H1a: Analizele big data au un impact pozitiv asupra performanței financiare. 

H1b: Analizele big data influențează pozitiv avantajul competitiv. 

H1c: Analizele big data influențează pozitiv performanța operațională. 

H1d: Analizele big data influențează pozitiv satisfacția/ retenția clienților. 

H1e: Analizele big data influențează pozitiv agilitatea organizațională. 

H1f: Analizele big data influențează pozitiv performanța de piață. 

H1g: Analizele big data influențează pozitiv eficacitatea luării deciziilor. 

H1h: Analizele big data influențează pozitiv inovația. 

H1i: Analizele big data influențează pozitiv performanța lanțului de aprovizionare. 

H1j: Analizele big data influențează pozitiv dezvoltarea/ satisfacția/ motivația angajaților. 

H1k: Analizele big data au un impact pozitiv asupra performanței sociale/ de mediu. 

H2: Capabilitatea de analiză big data are un impact pozitiv superior asupra performanței în 

comparație cu analizele big data. 

H2a: Capabilitatea de analiză big data are un impact pozitiv superior asupra performanței 

financiare în comparație cu analizele big data. 

H2b: Capabilitatea de analiză big data are un impact pozitiv superior asupra avantajului competitiv 

în comparație cu analizele big data. 

H2c: Capabilitatea de analiză big data are un impact pozitiv superior asupra performanței 

operaționale în comparație cu analizele big data. 

H2d: Capabilitatea de analiză big data are un impact pozitiv superior asupra satisfacției/retenției 

clienților în comparație cu analizele big data. 
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H2e: Capabilitatea de analiză big data are un impact pozitiv superior asupra agilității 

organizaționale în comparație cu analizele big data. 

H2f: Capabilitatea de analiză big data are un impact pozitiv superior asupra performanței de piață 

în comparație cu analizele big data. 

H2g: Capabilitatea de analiză big data are un impact pozitiv superior asupra eficacității luării 

deciziilor în comparație cu analizele big data. 

H2h: Capabilitatea de analiză big data are un impact pozitiv superior asupra inovației în comparație 

cu analizele big data. 

H2i: Capabilitatea de analiză big data are un impact pozitiv superior asupra performanței lanțului 

de aprovizionare în comparație cu analizele big data. 

H2j: Capabilitatea de analiză big data are un impact pozitiv superior asupra dezvoltării/ satisfacției/ 

motivației angajaților în comparație cu analizele big data. 

H2k: Capabilitatea de analiză big data are un impact pozitiv superior asupra performanței sociale/ 

de mediu în comparație cu analizele big data. 

H3: Dimensiunea firmei moderează impactul analizelor big data asupra performanței. 

H4: Țara moderează impactul analizelor big data asupra performanței. 

H5: Sectorul moderează impactul analizelor big data asupra performanței. 

H6: Anul studiului moderează impactul analizelor big data asupra performanței. 
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Partea a II-a. Metodologia cercetării și analiza datelor 

Așa cum am prezentat în cadrul revizuirii literaturii de specialitate, pentru a testa relația dintre 

analizele big data și performanță am creat două seturi de variabile. Pe de o parte, cele două 

variabile în care facem distincția între analizele big data (BDA) și capabilitatea de analiză big data 

(BDAC). Pe de altă parte, avem variabilele de măsurare a performanței: performanța financiară 

(FP), avantajul competitiv (CA), performanța operațională (OP), satisfacția/ retenția clienților 

(CS), agilitatea organizațională (OA), performanța de piață (MP), eficacitatea luării deciziilor 

(DME), inovarea (IN), performanța lanțului de aprovizionare (SCP), dezvoltarea/ satisfacția/ 

motivarea angajaților (ES), performanța socială/ de mediu (SEP). Pe lângă acestea, am introdus și 

câteva variabile moderatoare: dimensiunea firmei (întreprinderi mari - LE, întreprinderi mici și 

mijlocii – SME), sector (conform Rev, NACE 2., 2008), țară (pe baza țărilor incluse în eșantion), 

anul studiului (din ianuarie 2010 până în iulie 2020). 

Pentru variabilele dedicate analizei big data și performanței, am dedicat întregul capitol 3. 

Distincția dintre BDA și BDAC este dată de nivelul de integrare al acestei activități în cadrul 

organizației. Utilizările simple ale analizelor big data au fost clasificate ca BDA. Acestea pot 

include utilizări ad-hoc, anunțuri publice de implementare a big data, utilizări operaționale etc. 

Pentru categoria BDAC, am ales acele studii în cadrul cărora este menționată utilizarea unor 

resurse specifice, dezvoltarea unor competente manageriale și tehnologice în materie de analiză, o 

cultură bazată pe date și o intensitate crescută a învățării organizaționale. 

La începutul acestui proiect de cercetare, am stabilit ca principal obiectiv efectuarea unei meta-

analize în care să includem toate articolele empirice disponibile care studiază relația dintre 

analizele big data și performanța organizațională. Ca interval de timp, am stabilit limita inferioară 

pentru 2010.  În căutarea noastră inițială pe Web of Knowledge am identificat aceasta ca fiind 

perioada în care au fost publicate primele cercetări empirice pe această temă. În ceea ce privește 

limita superioară, data limită este iulie 2020. Aceasta este dată la care am efectuat ultima căutare. 

Criteriile de căutare sunt construite pe baza unei combinații de cuvinte cheie formate din elemente 

de big data împreună cu elemente de performantă organizațională. Acestea sunt prezentate în 

tabelul de mai jos. Pentru o mai bună evidențiere vom păstra cuvintele în limba engleză. 
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Tabel 1. Criterii de căutare pentru studii 

Cuvinte cheie 

big data performance empirical 

business analytics competitive advantage management 

  value   

Sursa: prelucrare proprie 

Rezultatele căutărilor noastre au însumat 5614 articole, cărți sau alte tipuri de studii. În tabelul de 

mai jos afișăm numărul acestora în funcție de perioadă. 

Tabel 2. Procesul de selecție pentru studiile incluse 

Perioada 

Numărul de 

articole 

Filtru după titlu și 

abstract 

Filtru după 

conținut 

2010 - 2014 1000 12 4 

2015-2017 1000 58 16 

2018 947 174 41 

2019 918 141 44 

< Iulie 2020 1749 185 15 

Total 5614 570 120 

Sursa: prelucrare proprie 

 

Odată făcută selecția studiilor, următorul pas a fost extragerea sau calcularea mărimii efectului. 

Mărimile efectului sunt măsuri standardizate și măsoară dimensiunea efectului studiat în cadrul 

unei relații. În studiul nostru, am folosit coeficientul de regresie standardizat (β), care este similar 

cu valoarea „d” propusă de Cohen. Aceasta este o formă de măsurare standardizată a mărimii 

efectului și reprezintă diferența standardizată dintre două medii (Grace-Martin, 2011; Baguley, 

2009). 

În continuare vom prezenta principalele tipuri de relații pe care le-am testat în cadrul studiului 

nostru: 

(1) meta-analiza pe baza tuturor studiilor selectate. 
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(2) două meta-analize separate, în care am împărțit observațiile între studiile în care organizațiile 

au implementat analize big data (BDA) în comparație cu situația în care au dezvoltat o capabilitate 

de analiză big data (BDAC). 

(3) meta-regresii în care am testat impactul următoarelor dimensiuni: efectul suplimentar al 

capabilității de analiză big data, tipul de performanță, dimensiunea firmei, țara, sectorul și anul 

studiului. 

(4) analize de subgrupuri pe baza BDAC, pe țară și pe an. 

(5) testarea heterogenității dintre studii: analiza valorilor extreme, influența fiecărei observații și 

analiza grafică de tip GOSH. 

(6) testarea fenomenului de publicare părtinitoare: diagrama pâlnie, efectul părtinitor al 

eșantionului mic și analiza curbei P. 

Pentru aceste analize am folosit software-ul R din cadrul căruia am utilizat următoarele „librării”: 

brms, cluster, cowplot, dmetar, dplyr, esc, factoextra, flexmix, forcats, forcats, fpc, gemtc, ggplot2, 

ggrepel, ggridges, glue, grDevices, grid, gridExtra, mclust, meta, metafor, metaSEM, mvtnorm, 

netmeta, osfr, PerformanceAnalytics, reshape2, rjags, semPlot, stats, stringr, tidybayes, tidyverse. 

În ceea ce privește metoda meta-analizei, este evident că studiile pe care le-am inclus sunt extrase 

din eșantioane diferite și în circumstanțe diferite. Din acest motiv am ales modelul cu efecte 

aleatorii (random effects model) atunci când am estimat mărimea reală a efectului. 

 

Concluzii și contribuții personale 

Discuție si concluzie 

Am inițiat această cercetare cu scopul de a testa impactul analizelor big data asupra performanței 

organizaționale. Curentul big data pare să se bucure de o mare popularitate atât în lumea afacerilor, 

cât și în lumea academică. Acest fenomen este încurajat de progresele tehnologice, cum ar fi 

inteligența artificială (AI), învățarea automată (machine learning) și învățarea profundă (deep 

learning). Toate aceste soluții inovatoare promit să fie pilonii Industriei 4.0, următoarea revoluție 

industrială. Din această cauză, nu este de mirare că o proporție considerabilă de lideri de afaceri 

doresc se prezinte ca parte a acestei mișcări, dacă nu chiar principalii jucători, mai ales dacă ne 

gândim la companiile de tehnologie. 
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Cu toate acestea, nu există un acord general cu privire la beneficiile reale pe care o astfel de 

tehnologie le generează. Desigur, existența analizei big data creează oportunități de afaceri, în 

special pentru companiile care sunt specializate în oferirea de astfel de soluții. Dar interesul nostru 

a fost mai profund. Am dorit să evaluăm impactul de-a lungul tuturor sectoarelor de activitate. În 

plus, am vrut să testăm dacă dezvoltarea unei capabilități de analiză big data (BDAC) poate genera 

un impact pozitiv suplimentar în comparație cu utilizarea simplă a analizelor big data (BDA). 

Contribuții teoretice 

Prin intermediul revizuirii sistematice a literaturii de specialitate am centralizat o colecție a 

elementelor definitorii pentru acest domeniu. Aceasta poate servi ca sursă de informații atât pentru 

cercetători, cât și pentru manageri. În primul capitol am prezentat evoluția de la business analytics 

la big data analytics. Am făcut acest lucru în principal pe baza caracteristicilor BDA, în special: 

volum, viteză și varietate. Big data se regăsește sub mai multe forme: analize de text, analize de 

rețele sociale, analize web, analize mobile, analize multimedia (imagine, audio, video) și date 

colectate de internetul lucrurilor (Internet of Things). Un proces big data obișnuit ar implica 

operațiuni cu date, cum ar fi colectarea, stocarea, curățarea, analizarea, prezentarea (vizualizarea) 

și luarea deciziilor (Chen și Zhang, 2014). 

Una dintre contribuțiile teoretice este centralizarea exemplelor de bune practici cu privire la 

analizele big data din toate sectoarele. Am făcut acest lucru într-un mod structurat utilizând 

Clasificarea Statistică a Activităților Economice din Comunitatea Europeană (Rev, N. A. C. E. 2., 

2008). Pe baza acestui glosar de clasificare, am găsit exemple pentru 19 din cele 21 de sectoare. 

În plus, am prezentat și o clasificare a practicilor pe niveluri organizaționale: strategic, funcțional 

și operațional. 

Deoarece cercetarea noastră urmărește acest fenomen din punct de vedere al managementului 

strategic, am fost interesați să înțelegem dacă analizele big data pot duce la construirea unui avantaj 

competitiv. Acesta este motivul pentru care am adus în atenție conceptul de capabilitate de analiză 

big data. Unii cercetători susțin că partea cea mai complicată nu este cea legată achiziția 

tehnologiei sau angajarea oamenilor cu abilitățile tehnice necesare. Mai degrabă cultivarea unei 

culturi organizaționale adecvate, așa-numita cultură bazată pe date. Este vital ca managerii să 

înțeleagă implicațiile big data și să utilizeze informațiile oferite de analizele big data în procesul 

decizional. De asemenea, susținem că, pentru a dezvolta o capacitate de analiză big data (BDAC), 
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organizațiile trebuie să dețină resurse și să dezvolte abilități valoroase, rare, inimitabile și 

nesubstituibile, conform abordării VRIN. 

O altă contribuție teoretică este aceea că am sintetizat conceptul de analize big data așa cum este 

văzut din punctul de vedere al tuturor teoriilor pe care le-am putut găsi: teoria bazată pe resurse, 

teoria capacității dinamice, teoria bazată pe cunoaștere, teoria procesării informațiilor, teoria 

contingenței, teoria capacității de absorbție și teoria învățării organizaționale, etc. De asemenea, 

pe baza analizei literaturii de specialitate am prezentat modelele pe baza cărora o organizație poate 

dezvolta o capabilitate de analiză big data. Acest lucru este relevant pentru cercetarea noastră 

deoarece am testat diferența dintre utilizarea BDA și dezvoltarea unei BDAC. Nu am întâlnit 

această comparație în cadrul literaturii de specialitate.  

În ceea ce privește tipurile de analize big data am clasificat următoarele forme: capabilitatea de 

analiză big data, cultură organizațională orientată spre date, anunțuri publice de implementare a 

big data, resurse big data (baze de date), utilizări ale analizelor big data ad-hoc sau de rutină, 

analize de date referitoare la clienți, internetul lucrurilor (Internet of Things). Când vine vorba de 

performanță, metodele de măsurare sunt următoarele: performanța financiară, avantajul 

competitiv, performanța operațională, satisfacția/ retenția a clienților, agilitatea organizațională, 

performanța de piață, eficacitatea în luarea deciziilor, inovația, performanța lanțului de 

aprovizionare, dezvoltarea/ satisfacția/ motivarea angajaților, performanța socială/ de mediu. 

Pentru a testa relația dintre big data și performanța organizațională am restrâns clasificarea pentru 

big data la (1) BDA și (2) BDAC. Motivul pentru aceasta este acela de a obține o precizie statistică 

mai ridicată, deoarece având doar doua grupuri avem mai multe observații alocate fiecărui grup. 

În ceea ce privește partea de performanță, am păstrat toate cele 11 metode din clasificare. 

Un lucru pe care l-am remarcat la revizuirea literaturii de specialitate a fost tendința cercetătorilor 

de a se concentra pe o singură dimensiune din spectrul BDA și, cu puține excepții, două sau trei 

efecte ale performanței la un moment dat. Aceeași abordare a fost folosită atunci când ne referim 

la industria în care a fost realizat studiul. Fie eșantionul a inclus sectoare mixte, atunci acest detaliu 

nu a avut un scop important, fie studiul s-a concentrat doar pe un singur sector. Prin includerea 

tuturor sectoarelor disponibile în studiul nostru și comparând rezultatele acestora, am obținut 

posibilitatea de a generaliza. Aceasta este o caracteristică specifică pentru studiul de tip meta-

analiză. 
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Contribuții empirice  

Obiectivul nostru principal a fost testarea impactului analizelor big data asupra performanței firmei 

și de a determina dacă dezvoltarea unei capabilități de analiză big data va genera un impact pozitiv 

superior asupra performanței în comparație cu analizele big data. 

Pe baza revizuirii literaturii de specialitate, putem spune că există un interes din ce în ce mai mare 

pentru acest subiect. Acest lucru a fost dovedit de numeroasele studii pe care le-am găsit pe baza 

criteriilor noastre de căutare. După cum am arătat, am găsit inițial 5614 studii, iar după ce am filtrat 

pe baza tuturor criteriilor de selecție, am păstrat pentru meta-analiză 120 de articole. 

Cu toate acestea, așa cum am evidențiat, studiile s-au concentrat fie pe BDA, fie pe BDAC și doar 

pe câteva dimensiuni de performanță la un moment dat. Spre exemplu Abusweilem și Abualoush 

(2019) au testat performanța financiară și performanța operațională; Akhtar et al. (2019) au testat 

performanța financiară, performanța operațională, inovația și performanța socială/ de mediu. 

Această limitare apare și în ceea ce privește celelalte dimensiuni pe care le-am revizuit pentru 

modelul nostru, ele nu sunt tratate comparativ. Unele studii sunt concentrate fie doar pe 

întreprinderi mici și mijlocii fie doar pe întreprinderi mari. Excepția fiind atunci când unele studii 

au un eșantion mixt, iar în acest caz, dimensiunea firmei este doar o variabilă demografică. În mod 

similar, în cazul variabilei sector, cercetătorii nu compară rezultatele între sectoare. Credem că 

abordarea noastră prin utilizarea meta-analizei este potrivită pentru a acoperi această lacună. Ne-

am propus să comparăm rezultatele pe baza acestor variabile moderatoare. 

Cu alte cuvinte, am dorit să evaluăm efectul BDA asupra performanței organizaționale. Adițional, 

am dorit sa testăm dacă BDAC are un efect superior față de BDA și dacă dimensiunea firmei, 

sectorul, țara și anul studiului au efect moderator. Pe lângă aceasta, am testat și separat impactul 

BDA și BDAC asupra fiecăruia dintre cele 11 tipuri de performanță din modelul nostru. 

Efectul pozitiv al BDA asupra performanței organizaționale a fost confirmat, precum și beneficiile 

superioare ale BDAC. În general, se pare că BDAC produce un efect mai mare cu 70,5% 

comparativ cu BDA. Când am avut în vedere testarea celor 11 dimensiuni ale performanței, 

efectele au indicat aceeași direcție pozitivă, cu două excepții. Impactul BDA asupra DME nu a 

fost confirmat. Cu toate acestea, BDAC are un impact pozitiv puternic asupra DME. Avem două 

explicații pentru care efectul BDA asupra DME nu este semnificativ din punct de vedere statistic. 

În primul rând acuratețea statistică poate fi scăzută, deoarece am avut doar trei observații pentru 

această relație. Mai mult, dacă analizăm cele trei observații, constatăm ca valorile sunt puternic 
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dispersate. În studiul lui Cao et al. (2019) avem două mărimi ale efectului, una pozitivă (β = 0,191) 

care evaluează impactul BDA asupra eficacității deciziilor bazate pe date și una negativă (β = -

0,265) care evaluează impactul BDA asupra eficacității deciziilor intuitive. Acest lucru este în 

conformitate cu presupunerea noastră și cu constatările din literatură. Propunerea este că luarea 

deciziilor bazate pe date promite să fie o metodă superioară comparativ cu deciziile bazate pe 

intuiții sau opinii. Cealaltă observație este de la Wang și Byrd (2017). În acest caz efectul este unul 

puternic pozitiv (β = 0,441). 

A doua excepție o reprezintă efectul suplimentar al BDAC asupra MP. Acesta nu este semnificativ 

statistic. Pentru această relație, nu putem spune că ne-a lipsit acuratețea statistică, deoarece aceasta 

a fost testat pe baza a 22 de observații. Deci, se pare că impactul suplimentar asigurat de BDAC 

nu este suficient de puternic. Cu toate acestea, trebuie să admitem că efectul BDA asupra MP este 

deja considerabil, astfel încât dezvoltarea unei BDAC nu ar face diferența. 

Efectele a două variabile moderatoare, dimensiunea firmei și țara, nu au fost semnificative statistic. 

În ceea ce privește impactul sectorului, din cele 19 sectoare pentru care am avut în meta-analiza 

noastră, doar 6 au înregistrat efecte adăugate semnificative statistic. În primul rând, sectorul 

minier, a înregistrat un efect adăugat de 0,5676, principalele tipuri de performanță influențate fiind 

inovația, performanța lanțului de aprovizionare și performanța socială/ de mediu (Bag et al., 2020). 

Pentru sectorul prelucrător, efectul adăugat pare să fie mai mic dar totuși pozitiv (0,1085). Acest 

rezultat trebuie interpretat ca un efect suplimentar pornind de la cel de bază de 0,3387. Pentru 

sectorul energetic, efectul suplimentar este negativ (-1,2505). Un alt sector pentru care efectul 

adăugat este semnificativ negativ este sectorul construcțiilor (-0,6822). Pentru alte două sectoare, 

avem efecte suplimentare pozitive: sectorul sănătății și protecției sociale (0,4281), în special 

asupra performanței lanțului de aprovizionare (Shokouhyar et al., 2020).  De asemenea, sectorul 

artelor și divertismentului are un efect puternic pozitiv (2,8352), unde efectul adăugat este în 

principal asupra avantajului competitiv (Sjusdal și Lunde, 2019). 

În final, am dori să tratăm rezultatele noastre în comparație cu rezultatele altor studii. Având în 

vedere metodologia meta-analizei, ne aflăm într-o situație cu totul specială, deoarece prin definiție 

o meta-analiză se bazează pe toate lucrările disponibile în domeniu. Suntem încrezători că 

rezultatele noastre sunt din această cauză reprezentative pentru imaginea de ansamblu. Pentru a ne 

asigura acest lucru, am efectuat mai multe analize, cum ar fi heterogeneitatea studii incluse în 

eșantion (identificarea valorilor extreme, influența fiecărei observații, analiza diagramei GOSH) 
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și am căutat dovezi ale fenomenului de publicare părtinitoare (analiza diagramei pâlnie și analiza 

curbei P). Rezultatele acestor analize ne demonstrează că într-adevăr rezultatele studiului nostru 

sunt reprezentative pentru rezultatele existente deja în acest domeniu.  

Implicații manageriale 

O întrebare care apare în mod natural este următoarea: care sunt implicațiile practice pe care le 

putem identifica pe baza rezultatelor studiului de față și, mai ales, ce poate fi perceput ca valoros 

pentru manageri? 

Sperăm că lucrarea curentă poate servi profesioniștilor cel puțin în două moduri. În primul rând, 

ca o introducere în domeniul analizelor big data.  Pentru aceasta recomandam partea în care am 

efectuat revizuirea literaturii de specialitate. În al doilea rând, constatările empirice obținute cu 

ajutorul meta-analizei pot încuraja și seta niște așteptări realiste pentru cei care doresc să adopte 

astfel de metode. 

Revizuirea literaturii poate servi drept hartă pentru cineva nou în acest domeniu. Este un domeniu 

vast și poate părea confuz pentru cei neinițiați. Ne-am propus să aducem claritate și să prezentăm 

atât concepte teoretice, cât și exemple practice de analize big data. Acestea au inclus următoarele: 

istoricul analizei activității economice și evoluția către analizele big data, definiții și caracteristici 

ale analizelor big data, tipuri de analize big data și exemple de bune practici din toate sectoarele. 

Considerăm rezultatele ca fiind încurajatoare și dorim să elaborăm câteva sfaturi pentru manageri. 

După efectuarea unei meta-analize pe un eșantion de 120 de studii, într-un interval de zece ani 

(2010 – 2020), pe tema analizelor big data și a performanței organizaționale, putem concluziona 

următoarele: 

(1) Analizele big data au un efect pozitiv asupra performanței organizaționale. Pentru a adopta 

metode de analiză big data, organizațiile au nevoie de o infrastructură tehnologică avansată, 

atât hardware cât și software . Acest lucru este necesar pentru a putea colecta și procesa 

datele. Împreună cu aceste resurse, trebuie să atragă și angajați cu aptitudini analitice. În 

general, aceștia sunt numiți „data scientists” (cercetători de date) și expertiza lor este o 

combinație între programare și statistică. Pe lângă acestea, ei au nevoie de cunoștințe 

avansate specifice domeniului de activitate al organizației, precum și de capacitatea de a 

comunica și prezenta informații despre într-un mod cât mai clar și inteligibil. De obicei, 

fac acest lucru cu ajutorul graficelor și rapoartelor în care contextualizează rezultatele. 
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(2) Efectul analizelor big data asupra performanței crește cu 70,5% dacă organizația reușește 

să dezvolte o capabilitate de analiză big data. În paragraful de mai sus, am discutat despre 

cerințele minime necesare pentru adoptarea analizelor big data. Acum vom rezuma 

implicațiile pentru dezvoltarea unei capabilități de analiză big data. 

Un element decisiv îl reprezintă implicarea conducerii în demararea acestei inițiative, prin 

„sponsorizarea” implementării și înțelegerea implicațiilor analizelor big data. Leadership-

ul are un impact major asupra culturii organizaționale. Aceștia ar trebui să urmărească 

dezvoltarea unei culturi organizaționale orientată spre învățare și să încurajeze luarea 

deciziilor bazate pe date. Puterea exemplului este importantă, managerii ar trebui să își 

întemeieze deciziile pe baza informațiilor furnizate de analizele big data. 

(3) Dezvoltarea unei capabilități de analiză big data poate genera un avantaj competitiv 

sustenabil. Capacitatea de a colecta, stoca, analiza, interpreta și acționa pe baza datelor 

potrivite îndeplinește criteriile modelului VRIN. Dacă sunt utilizate corespunzător, 

informațiile obținute de pe urma procesării datelor sunt valoroase. Volumul de date 

existent crește într-un ritm exponențial. Cu toate acestea, a avea capacitatea de a efectua 

toți pașii menționați anterior, împreună cu o cultură organizațională care încurajează luarea 

deciziilor pe baza datelor este rară. Deoarece implică dezvoltarea unui mix specific de 

competențe, atât manageriale, cât tehnologice și de specialitate, toate acționând într-un 

mod sinergic, această capacitate este dificil de imitat de către competitori. Obținerea 

volumului necesar de date poate dura timp, ceea ce poate acționa ca o barieră pentru noii 

intrați. Nu în ultimul rând, credem că singura alternativă la luarea deciziilor bazate pe date 

este decizia bazată pe opinii și considerente strict ierarhice. Astfel, susținem că o 

capabilitate de analiză big data  nu este substituibilă. 

(4) Tipurile de performanță asupra cărora simpla utilizare a analizelor big data (BDA) are cel 

mai mare impact sunt următoarele: performanță financiară (FP), performanță operațională 

(OP), performanță de piață (MP) și performanța socială/ de mediu (SEP). Pentru aceste 

tipuri de performanță, impactul suplimentar oferit de dezvoltarea unei capabilități de 

analiză big data  (BDAC) este relativ mic sau chiar nu este semnificativ statistic. O excepție 

este performanța socială/ de mediu pentru care nu avem nicio observație în eșantionul 

nostru care să testeze relația dintre BDAC și SEP. 
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(5) Tipurile de performanță asupra cărora impactul analizelor big data (BDA) este relativ mic 

și prin dezvoltarea unei capabilități de analiză big data (BDAC) impactul s-ar îmbunătăți 

cu peste 100% sunt următoarele: avantajul competitiv (CA), satisfacția/ retenția clienților 

(CS), agilitatea organizațională (OA), eficacitatea luării deciziilor (DME) și dezvoltarea/ 

satisfacția angajaților (ED). Cu alte cuvinte, pentru aceste tipuri de performanță, 

dezvoltarea unei capabilități de analiză big data este critică. 

(6) În ceea ce privește inovația (IN) și performanța lanțului de aprovizionare (SCP), situația 

este undeva la mijloc, atât BDA, cât și BDAC adaugă un efect pozitiv și semnificativ din 

punct de vedere statistic. 

(7) Dimensiunea firmei nu pare să joace un rol semnificativ în această relație. Cu foarte puține 

excepții, se pare că relația nu este influențată nici de sectorul de activitate. În ceea ce 

privește anul studiului, se pare că există o tendință de creștere a mărimii efectului odată cu 

trecerea timpului. Cu toate acestea, relației îi lipsește acuratețea statistică pentru a confirma 

cu certitudine că, în timp, impactul pozitiv al analizei big data asupra performanței va fi 

mai puternic. Totuși, există o mulțime de factori care ne fac să credem că acest efect se va 

îmbunătăți în viitor. Unele dintre acestea sunt legate de evoluția soluțiilor tehnologice: 

capacități mai mari de colectare și stocare a datelor, implementarea la scară largă a 

internetului lucrurilor (IoT), viteze mai mari de procesare, dezvoltarea de soluții software 

etc. De asemenea, în prezent, acest domeniu este afectat de un deficit al specialiștilor. Va 

fi un efort comun atât pentru sistemul educațional, cât și pentru departamentele de 

dezvoltare din cadrul organizațiilor pentru a pregăti și îmbunătăți continuu cunoștințele și 

abilitățile atât ale managerilor, cât și ale specialiștilor în analiza datelor. 

Limitele cercetării și perspectivele cercetării 

În cadrul unui studiu de tip meta-analiză există întotdeauna două riscuri inerente: heterogenitatea 

dintre studii și fenomenul de publicare părtinitoare (publication bias).  

Heterogenitatea dintre studii apare atunci când mărimile reale ale efectului variază între studii. 

Acestea fie variază de la foarte negative la foarte pozitive, fie eșantionul conține valori extreme. 

După cum ne așteptam, eșantionul nostru a fost afectat de heterogenitate. Prima soluție naturală a 

fost utilizarea modelului cu efecte aleatorii (random effects model) în locul modelului cu efectul 

fix (fixed effect model). Conform indicatorilor care măsoară heterogenitatea ne confruntăm cu o 
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heterogenitate foarte mare între studiile incluse. În urma unor analize de influență am eliminat 

valorile extreme. Faptul liniștitor a fost că rezultatele generale nu s-au schimbat aproape deloc. 

Putem spune că, deși avem o mare diversitate de rezultate în rândul eșantionului nostru, acest lucru 

nu schimbă într-un mod semnificativ rezultatele noastre. Singurul efect produs de această 

heterogenitate ridicată este că intervalele de încredere sunt mai mari. Aceasta deoarece valorile 

mai diverse adaugă un grad de incertitudine mai ridicat. Trebuie să spunem însă că în cazul nostru 

acesta a fost un risc asumat. A fost unul dintre obiectivele noastre inițiale: să includem cât mai 

multe studii, pentru a înregistra o acuratețe statistică mai mare și în vederea efectuării analizelor 

de subgrup. 

Fenomenul de publicare părtinitoare reprezintă un risc destul de aparte, deoarece, în acest caz, 

atenția noastră este îndreptată înspre studiile lipsă. Cu alte cuvinte, acest lucru este dominat de 

incertitudine, deoarece nu știm ceea ce nu știm. Ne dorim ca lista noastră de studii să fie cât mai 

cuprinzătoare și reprezentativă pentru tema noastră. Suntem gata să acceptăm că am omis unele 

studii, dacă acestea sunt aleatorii. Devine o problemă atunci când eșantionul nostru este părtinitor 

în mod sistematic. Acest risc este destul de probabil, întrucât anumite dovezi susțin că studiile care 

nu confirmă statistic ipotezele înregistrează rate mai reduse de succes în ceea ce privește acceptarea 

spre publicare. 

Conform metodei efectului părtinitor al eșantionului mic (small study effect method) am descoperit 

că distribuția mărimii efectelor din eșantionul nostru nu urmează o formă de diagramă pâlnie. Cu 

toate acestea, distribuția părea să fie echilibrată în jurul mărimii efectului cumulat. Pentru a verifica 

mai departe, am aplicat metoda de tăiere și umplere (trim and fill method), prin care am eliminat 

valorile extreme și am adăugat artificial câteva observații noi. Rezultatul a fost foarte apropiat de 

cel original, ceea ce a confirmat că rezultatul nostru reușește să surprindă dimensiunea reală a 

efectului. 

Acestea sunt câteva rezultate încurajatoare. Cu toate acestea, heterogenitatea dintre studii și 

publicarea părtinitoare oferă întotdeauna o doză de incertitudine rezultatelor unei meta-analize. De 

asemenea, pentru scădea probabilitatea unui rezultat eronat, am folosit un criteriu de căutare foarte 

general și cel mai puternic motor de cătare (Google Scholar). În plus, nu ne-am limitat eșantionul  

doar la articole publicate în reviste de specialitate, ci am inclus și teze de doctorat sau disertații de 

master. 
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O altă limitare a studiului nostru este eșantionul mic pentru unele analize de subgrup. Din această 

cauză, ne-a lipsit acuratețea statistică necesară pentru a demonstra unele relații la nivel de subgrup 

(de exemplu, sector și țară). Faptul că nu am reușit să dovedim că unele sectoare au efecte pozitive 

suplimentare, sau că efectele sunt mai mari în cadrul unor țări ne pune în imposibilitatea de a 

generaliza rezultatele. Din această cauză, nu putem concluziona că efectul este același indiferent 

de sector. Mai degrabă nu putem confirma că efectul este diferit în anumite sectoare. 

În ceea ce privește perspectivele de cercetare viitoare, oportunitățile sunt însemnate, datorită 

faptului că fenomenul big data este unul destul de nou (puțin peste zece ani). Trebuie să fim 

consecvenți în cercetarea acestui subiect și să urmărim îndeaproape tendința în următorii ani. 

Soluțiile tehnice precum și numărul de specialiști în acest domeniu se află într-o expansiune 

extraordinară. Deoarece volumul datelor în sine a trebuit să atingă o anumită dimensiune pentru a 

oferi performanțe suplimentare, considerăm că aceeași regulă se aplică și domeniului. Cu cât mai 

mulți oameni folosesc big data, cu atât mai multe baze de date vor fi interconectate. Capacitățile 

mai mari ale computerelor de a procesa date și vitezele de transfer mai mari vor spori și efectul 

pozitiv asupra performanței. Toate acestea aduc oportunități variate de studiu în anii următori. 

Am văzut că există o continuă creștere în popularitate a acestui subiect. Deci, pentru o meta-

analiză, aceasta va adăuga mai multe studii care să fie încorporate în eșantion. În acest fel, 

acuratețea statistică se va îmbunătății. Un eșantion cu mai multe studii face posibilă dezvoltarea 

modelului. De exemplu, pentru variabilele asociate analizelor big data, a trebuit să ne limităm la 

două niveluri BDA și BDAC. Deși am găsit mai multe tipuri de analize big data: capabilitatea de 

analiză big data, cultură organizațională orientată spre date, anunțuri publice de implementare a 

big data, resurse big data (baze de date), utilizări big data ad-hoc sau de rutină, analize de date 

referitoare la clienți, internetul lucrurilor (Internet of Things). Dar pentru a menține acuratețea 

statistică de o manieră semnificativă am fost nevoiți să le grupăm sub două variabile. Astfel, în 

funcție de nivelul de integrare avem: analize big data (BDA) și capabilitatea de analiză big data 

(BDAC). 

Pe baza tipurilor de analiză a datelor mari pe care le-am identificat (BDA și BDAC) și a tipurilor 

de performanță evaluate în cadrul studiilor, am creat un model. Viitorii cercetători pot folosi acest 

model pentru studii empirice individuale. 
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